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Chapitre �

Introduction

Πάντε� �νθρωποι το� ε�δέναι �ρέγονται
�ύσει a

a. « Tous les hommes désirent natu-
rellement savoir. »

Aristote,Métaphysique

Les grands modèles de langage (LLM, pour Large Language Models) ont démon-
tré ces cinq dernières années des capacités étonnantes dans de très nombreux domaines,
allant de la génération de texte à la résolution de problèmes complexes, en passant par
l’analyse de données et la traduction automatique. La particularité de ces modèles gé-
néralistes réside dans l’émergence de capacités en fonction du nombre de paramètres,
du volume et de la qualité des données d’entraînement, ainsi que du temps d’apprentis-
sage. Les modèles de langage dits « génératifs », tels que ChatGPT et ses homologues,
sont devenus les plus célèbres représentants de cette technologie. Leur fonctionnement
repose sur la génération récursive du prochain token à partir du contexte qui précède,
créant ainsi des séquences de texte cohérentes, et parfois étonnamment « humaines ».

L’histoire de l’informatiquenousmontreque trois âges ont été traversés, qui semblent
mus par une même idée, mais avec di�érents moyens. Le premier âge est celui que l’on
pourrait quali�er d’âge du calculable. Le but était d’étudier les fonctions qui sont cal-
culables, et de trouver un critère qui distingue celles qu’on ne peut pas calculer. C’est
l’époque de Turing, des formalismes permettant d’émuler toute fonction calculable (�-
calcul, machine de Turing. . .). Le second âge est celui des algorithmes, où à la nécessité
de la calculabilité nous ajoutons des propriétés sur celle-ci : la complexité en est une, et
pas des moindres, elle décide si une fonction calculable peut être mise en pratique ou
non. Le troisième âge est celui que nous vivons, où les algorithmes s’intéressent à des
distributions statistiques, et qui, en abandonnant le monde de la certitude, obtiennent
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des performances inégalables par les algorithmes dumonde logique. LeTransformer est
à la pointe de cet âge nouveau, et par sa fonctionmême : en sortie, il produit une distri-
bution de probabilité, qu’il su�t ensuite d’échantillonner pour obtenir. . . du langage
par exemple.

Dans le cadre de ce stage, j’ai choisi d’utiliser l’univers déjà balisé des jeux de pla-
teau pour étudier plus en détail le fonctionnement des transformers, l’architecture sous-
jacente de ces LLM. Ce choix n’est pas anodin : les jeux de plateau o�rent un environ-
nement contrôlé avec des règles dé�nies, permettant d’observer plus facilement l’émer-
gence de stratégies et de comportements complexes. En particulier, jeme suis intéressé à
la mise en place de stratégies (gagnantes ou non) pour comprendre certaines propriétés
fondamentales de ces modèles.

Les réseaux de neurones profonds, et a fortiori les transformers, sont pour les hu-
mains de véritables boîtes noires quasiment impossibles à interpréter directement. Pour
de nombreuses raisons �, il serait souhaitable de mieux comprendre ce qui se passe dans
cesmodèles complexes.Cette compréhensionpourrait non seulement améliorer la trans-
parence et la �abilité des systèmes d’IA, mais aussi permettre de les optimiser et de les
rendre plus e�caces dans diverses applications. Le but de ce stage était donc d’appro-
fondir notre compréhension des capacités émergentes des LLM.

Au �l demes recherches, j’ai progressivement adopté l’angle de l’interprétabilité (ou
explainability), qui consiste à utiliser di�érentes méthodes pour établir un lien entre
l’état des couches du réseau de neurones et des propriétés logiques observables. Parmi
ces méthodes, on peut citer l’analyse des activations neuronales, la visualisation des re-
présentations internes, ou encore l’étude desmécanismes d’attention. En somme, ce que
j’essaye de faire avec les nombreux chercheurs qui s’intéressent à ce domaine encore très
inexploré, c’est retrouver la logique dans ce brouhaha statistique qu’est le réseau de neu-
rones.

�.� Tokénisation
La première étape de la construction d’un LLM—parfois sous-estimée, bien que les

choix qui y sont faits soient primordiaux— est la tokénisation. Elle consiste à section-
ner les données d’entraînement en unités syntaxiques simples, qui sont les plus petits
niveaux que le modèle va "voir".

Il existe di�érentes manières de tokeniser des données :
— Tokénisation par caractère : chaque caractère devient un token.C’est le choix

que j’ai fait pour étudier les jeux. Cette approche a l’avantage d’être simple et de
produire un vocabulaire de taille limitée,mais peut nécessiter des séquences plus
longues pour capturer du sens.

�. À la fois politiques (on peut penser à l’AI Act), scienti�ques (pour améliorer nos connaissances
fondamentales) et économiques (pour optimiser et mieux contrôler ces systèmes).
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— Tokénisation statistique : on se fonde surdes régularités statistiques des langues
humaines, comme la loi de Zipf, qui donne la proportion de la fréquence de
chaque mot selon son ordre dans la fréquence. Cette approche est notamment
utilisée par les algorithmes comme BPE (Byte-Pair Encoding) ouWordPiece.

— Tokénisation informée : on �xe notamment les entités nommées comme "Aé-
roport Charles De Gaulle", "Banque de France", etc. Cette approche nécessite
une expertise dudomainemais peut améliorer signi�cativement les performances
sur des tâches spéci�ques.

F����� ��� – La loi de Zipf dans le Coran (Wikipédia)

Formellement, la tokénisation permet d’associer un entier naturel à chaque token
(peu importe l’ordre), et on parlera de vocabulaire pour désigner l’ensemble des tokens.
La taille du vocabulaire est un hyperparamètre crucial :

— Un vocabulaire trop petit risque de fragmenter excessivement les mots en sous-
unités

— Un vocabulaire trop grand augmente la complexité du modèle et peut nuire à
la généralisation

Il est également important de noter que la tokénisation inclut souvent des tokens
spéciaux comme :

— <PAD> pour le padding des séquences à longueur �xe
— <UNK> pour les tokens hors vocabulaire
— <BOS> et <EOS> pour marquer le début et la �n des séquences
S’il est certain que le sujet des tokens présente un intérêt primordial, ce n’est pas

vraiment (à l’instar du RLHF) le sujet central de ce stage.
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�.� Architecture des Transformers
Au cœur de ces modèles se trouve l’architecture Transformer, une structure com-

plexe qui a révolutionné le traitement du langage naturel �. Dans cette étude, nous utili-
sons une version adaptée de cette architecture pour explorer les capacités des LLMdans
les jeux de plateau. Examinons en détail les composantes clés d’un Transformer :

�.�.� Plongement (Embedding)
La première étape consiste à transformer chaque token d’entrée en un vecteur de

grande dimension. Ce processus, appelé plongement ou embedding, permet d’encoder
la sémantique de chaque token dans un espace vectoriel. Soit w un token, son plonge-
ment ew est dé�ni par :

ew = E[w] (�.�)

où E est la matrice de plongement apprise durant l’entraînement. Cette matrice
projette chaque token dans un espaceRn, où n est généralement de l’ordre de plusieurs
centaines.

F����� ��� – Le mécanisme d’embedding

�. voir le notebook n°� (PoèteGPT) pour un exemple de LLM simple qui fait des vers.
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�.�.� Mécanisme d’attention
À la suite du plongement, nous calculons l’attention, qui est le cœur du Transfor-

mer, qui permet de calculer les dépendances entre les di�érents tokens d’une séquence.
Ce mécanisme utilise trois matrices apprises :Q (Query),K (Key), et V (Value). L’at-
tention est calculée comme suit :

Attention(Q,K, V ) = softmax
✓
QK

T

p
dk

◆
V (�.�)

où dk est la dimension de lamatriceK . Cette formule capture l’importance relative
de chaque token par rapport aux autres dans la séquence.

Dans notre implémentation, nous utilisons l’attention à plusieurs têtes (multi-head
attention), qui permet au modèle de se concentrer sur di�érents aspects de la séquence
simultanément :

MultiHead(Q,K, V ) = Concat(head1, ..., headh)WO (�.�)

où chaque tête est dé�nie par :

headi = Attention(QW
Q

i
, KW

K

i
, V W

V

i
) (�.�)

Les matricesWQ

i
,WK

i
,W V

i
, etWO sont des paramètres appris.

Comme le fait de dé�nir manuellement les poids va à l’encontre du but de l’appren-
tissage automatique, le modèle doit calculer lui-même les poids d’attention. Par analo-
gie avec le langage des requêtes de base de données, nous faisons en sorte que le modèle
construise un triplet de vecteurs : clé, requête et valeur. L’idée générale est que nous
avons une "base de données" sous la forme d’une liste de paires clé-valeur. Le décodeur
envoie une requête et obtient une réponse sous la forme d’une somme pondérée des
valeurs, où le poids est proportionnel à la ressemblance entre la requête et chaque clé.

Le décodeur traite d’abord partiellement l’entrée "<start>" pour obtenir un vec-
teur intermédiaire hdec

0 , le 0-ème vecteur caché du décodeur. Ensuite, ce vecteur in-
termédiaire est transformé par une application linéaire en un vecteur de requête q =
Wqh

dec

0 . Parallèlement, les vecteurs cachés produits par l’encodeur sont transformés par
une autre application linéaire en vecteurs de clé ki = Wkh

enc

i
. Ces applications linéaires

sont utiles pour donner aumodèle su�samment de liberté pour trouver lameilleure fa-
çon de représenter les données.

Maintenant, la requête et les clés sont comparées enprenant leurs produits scalaires :
q ·k0, q ·k1, . . .. Idéalement, lemodèle devrait avoir appris à calculer les clés et les valeurs
de telle sorte que q ·k0 soit grand, q ·k1 soit petit, et que le reste soit très petit. Cela peut
être interprété comme signi�ant que le poids d’attention devrait être principalement
appliqué au 0-ème vecteur caché de l’encodeur, un peu au 1er, et essentiellement pas
aux autres.
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F����� ��� – Le mécanisme d’attention pour le vecteur de "chat" (permet d’incorporer
le contexte dans le vecteur de "chat")
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Pour faire une somme correctement pondérée, nous devons transformer cette liste
de produits scalaires en une distribution de probabilité sur ki. Cela peut être réalisé par
la fonction softmax, nous donnant ainsi les poids d’attention :

ai =
exp(q · ki)P
j
exp(q · kj)

(�.�)

Ceci est ensuite utilisé pour calculer le vecteur de contexte :

c =
X

i

aivi (�.�)

où vi = Wvh
enc

i
sont les vecteurs de valeur, transformés linéairement par une autre

matrice pour donner au modèle la liberté de trouver la meilleure façon de représenter
les valeurs. Sans les matricesWk,Wv, le modèle serait forcé d’utiliser le même vecteur
caché pour la clé et la valeur, ce qui pourrait ne pas être approprié, car ces deux tâches
ne sont pas identiques.

C’est le mécanisme d’attention par produit scalaire. La version particulière décrite
dans cette section est "l’attention croisée du décodeur", car le vecteur de contexte de
sortie est utilisé par le décodeur, et les clés et valeurs d’entrée proviennent de l’encodeur,
mais la requête provient du décodeur, d’où le terme "attention croisée".

Plus succinctement, nous pouvons l’écrire comme :

c = softmax(qKT )V (�.�)

où lamatriceK est lamatrice dont les lignes sontki.Notezque le vecteurde requête,
q, n’est pas nécessairement le même que le vecteur clé-valeur ki. En fait, il est théorique-
ment possible que les vecteurs de requête, de clé et de valeur soient tous di�érents, bien
que cela soit rarement fait en pratique.

�.�.� Perceptron multi-couche (Feed-Forward Network)
Après le calcul de l’attention, chaque token passe par un réseau de neurones entiè-

rement connecté, appelé perceptronmulti-couche ou feed-forward network (FFN). Ce
réseau permet de manipuler les représentations abstraites issues de l’attention. Sa fonc-
tion peut être représentée comme :

FFN(x) = max(0, xW1 + b1)W2 + b2 (�.�)

oùW1,W2, b1, et b2 sont les paramètres appris. La fonctionmax(0, x) est la fonc-
tion d’activation ReLU.
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�.�.� Normalisation de couche (Layer Normalization)
Entre chaque sous-couche (attention et FFN), une normalisation de couche est ap-

pliquée pour stabiliser l’apprentissage :

LayerNorm(x) = � � x� µp
�2 + ✏

+ � (�.�)

où µ et � sont la moyenne et l’écart-type calculés sur la couche, � et � sont des
paramètres appris, ✏ est un petit terme pour éviter la division par zéro, et� représente
le produit de Hadamard (multiplication terme à terme des vecteurs).

�.�.� Architecture globale
L’architecture complète d’un Transformer consiste en une pile de ces couches (at-

tention multi-têtes, FFN, et normalisation), généralement répétée plusieurs fois. Dans
notre étude, nous utilisons une version adaptée de cette architecture, avec un nombre
réduit de couches et de têtes d’attention, approprié pour nos tâches sur les jeux de pla-
teau.

�.� Entraînement du modèle
L’entraînement du modèle est assez classique, il utilise une évolution de la descente

de gradient que nous allons détailler.

�.�.� La fonction d’erreur (loss function)
L’entraînementd’unmodèlepassepar la dé�nitiond’unedistance (qui satisfait donc

les axiomes des distances �). De la mêmemanière, dans l’hypermarché du machine lear-
ning, nous avons un très grand choix. Citons :

— La distance Euclidienne, qu’on ne présente plus : d(x, y) =
pP

n

i=1(xi � yi)2

— L’erreurMSE (MeanSquareError), que l’on exprime ainsi :MSE = 1
n

P
n

i=1(yi�
ŷi)2 qui est su�sante pour un très grandnombre de problèmes demachine lear-
ning

— L’erreur d’entropie croisée, qui nous est très utile en NLP, et que nous allons
utiliser dans ce stage, que je détaille ci-dessous.

�. Soit d une distance, les propriétés suivantes sont véri�ées :
— 8x, y d(x, y) = d(y, x) (symétrie)
— 8x d(x, x) = 0 (séparation)
— 8x, y d(x, y) � 0 (positivité)
— 8x, y, z d(x, z)  d(x, y) + d(y, z) (inégalité triangulaire)
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L’entropie croisée est particulièrement adaptée auxproblèmesde classi�cation.Pour
un problème àC classes, elle s’exprime :

H(p, q) = �
CX

i=1

pi log(qi)

où p représente la distribution réelle (généralement un vecteur one-hot) et q la distribu-
tion prédite par le modèle.

Un vecteur one-hot est un vecteur binaire où seul l’indice correspondant à la classe
correcte vaut 1, les autres valant 0. Par exemple, pour un problème à � classes, si la classe
correcte est la deuxième, le vecteur one-hot sera : [0, 1, 0, 0]. Cette représentation a un
avantage majeur : comme un seul terme du vecteur p est non nul (égal à 1), la formule
de l’entropie croisée se simpli�e considérablement :

H(p, q) = � log(qc)

où c est l’indice de la classe correcte. Cette simpli�cation permet un calcul plus e�cace
de la fonction de perte lors de l’entraînement.

�.�.� La descente du gradient
La descente du gradient est une méthode itérative d’optimisation qui permet de

minimiser la fonction de perte. Son équation de mise à jour est :

✓n+1 = ✓n � ↵rL(✓n) (�.��)

où les ✓ sont les paramètres dumodèle,L la fonction de perte (voir section précédente)
et ↵ le taux d’apprentissage.

�.� RLHF
Pour parler du RLHF, je vais faire un petit détour par une célèbre expérience de

pensée du philosophe Nick Bostrom (professeur à Oxford). Imaginez donner comme
fonction de loss à votre modèle l’écart avec la maximisation du nombre de trombones.
A première vue, on peut se dire que le modèle se comportera en bon capitaliste, �xera
les prix de manière adéquate, gerera les usines de trombones, etc.

Mais à y regarder de plus près, cela engendre ce que l’on appelle en philosophie de
l’IA un problème d’alignement. En e�et, qui nous dit que pour résoudre la tâche qui
lui incombe, le modèle ne va pas passer par des moyens détournés (comme détruire des
ressources terrestres, manipuler les marchés) pour maximiser la production de trom-
bones? L’experience de pensée de Nick Bostrom imagine le pire (worst case).
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Pour parer ces possibilités, le monde du deep learning s’est doté d’un outil formi-
dable : l’apprentissagepar renforcement assisté par l’humain.Dans le contexte desLLMs,
cela s’appelle RLHF (Reinforcment Learning by Human Feedback). Cela consiste à
considérer lemodèle commeun agent évoluant dans un environnement (ici une conver-
sation), et à lui indiquer s’il fait bien de dire cela ou pas (carotte et bâton).

Plus formellement, leRLHFcherche àmaximiser la récompense attendue, qui peut
s’écrire :

⇡
⇤ = argmax

⇡2⇧E(x,y)⇠D[R(x, ⇡(x))] (�.��)

où :
— ⇡

⇤ est la politique optimale que nous cherchons à apprendre
— ⇧ est l’ensemble des politiques possibles
— x représente l’entrée (le contexte de la conversation)
— y est la sortie générée
— D est la distribution des données
— R(x, y) est la fonction de récompense basée sur le feedback humain
Cette récompenseR est généralement apprise par unmodèle auxiliaire (rewardmo-

del) entraîné sur des comparaisons de réponses faites par des humains. Le modèle est
ensuite optimisé pour maximiser cette récompense via des algorithmes comme PPO
(Proximal Policy Optimization).

Mais pour entraîner mes modèles d’échecs, il n’y a pas besoin d’utiliser le RLHF,
donc ce n’est pas —à l’instar de la tokénisation— l’objectif de ce stage.

�.� Objectifs du stage
Ce stage vise à explorer comment les grands modèles de langage, basés sur l’archi-

tecture Transformer décrite ci-dessus, parviennent à jouer aux jeux de plateau. Nous
nous concentrons sur deux jeux en particulier : les échecs et le tic-tac-toe (morpion).
Nos objectifs principaux sont :

�. Étudier les capacités des LLM dans les jeux de plateau, en particulier leur apti-
tude à développer des stratégies et à résoudre des puzzles.

�. Analyser l’impact dubruit dans les données d’entraînement sur les performances
et les capacités émergentes des modèles.

�. Explorer les représentations internes des modèles pour comprendre comment
ils encodent l’information et développent une compréhension des règles et des
stratégies des jeux.

�. Examiner le phénomènede "grokking", où lemodèle semble soudainement com-
prendre le jeu après une longue période d’apprentissage apparent sans amélio-
ration signi�cative.
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�. Tester l’hypothèse de représentation platonique (PRH) dans le contexte des
jeux de plateau, en comparant les représentations issues de di�érentesmodalités
d’entrée (texte et image).

À travers ces objectifs, nous espérons non seulement mieux comprendre les méca-
nismes d’apprentissage des LLM dans le contexte spéci�que des jeux de plateau, mais
aussi contribuer à la compréhension plus large de comment ces modèles développent
des capacités complexes à partir de données d’entraînement.

Dans les chapitres suivants, nous détaillerons notre approche, nos expériences et
nos résultats pour chacun de ces objectifs, en commençant par notre étude sur le jeu
d’échecs, suivie de notre analyse approfondie du jeu de tic-tac-toe.
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Chapitre �

Première partie du stage
(mai-juillet) : le jeu d’échecs, étude de
l’impact du bruit dans les données
d’entraînement

�.� Introduction
Cette première partie du stage, qui court de mai à début juillet (présentation lors

de la PFIA ���� à La Rochelle), s’attache à étudier les LLMs entraînés sur des parties
d’échecs au format PGN, comme cela a été fait début ���� par Adam Karvonen [��]

L’exploration des échecs dans le domaine de l’intelligence arti�cielle o�re un ter-
rain particulièrement fertile pour sonder les capacités des Grands Modèles de Langage
(LLMs) au-delà des stratégies de jeu conventionnelles.Contrairement auxmoteurs d’échecs
traditionnels qui se concentrent uniquement sur l’identi�cation du coup optimal, les
LLMspeuventutiliser unemultitudededonnées historiques departies ennotationPGN
pour élaborer des stratégies nuancées qui re�ètent le jeu humain.

Ici, nous utilisons la notation PGN non seulement comme un enregistrement des
parties passées, mais aussi comme un outil dynamique pour guider les sorties straté-
giques des LLMs. En manipulant les en-têtes PGN - tels que les classements Elo, les ré-
sultats des parties et les détails des joueurs - nous pouvons orienter le comportement
du modèle dans la résolution de problèmes d’échecs ou l’émulation de styles straté-
giques spéci�ques, comme l’illustre l’exemple d’un historique de partie d’échecs au for-
mat PGN entre Garry Kasparov etMagnus Carlsen (voir �gure �.�). Cette manipulation
démontre la �exibilité des LLMs à adopter des stratégies diverses et proches de celles des
humains, permettant une analyse approfondie des comportements émergents.

Les propriétés émergentes dans ce contexte résultent des interactions collectives
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[White "Garry Kasparov"]

[Black "Magnus Carlsen"]

[Result "1/2-1/2"]

[WhiteElo "2900"]

[BlackElo "2800"]

1. e4 e5

2. Nf3 ...

F����� ��� – Partie d’échecs entre Garry Kasparov et Magnus Carlsen

entre les composantes du modèle, qui transcendent les capacités de toute partie indivi-
duelle. Nous passerons en revue diverses dé�nitions d’une propriété émergente et étu-
dierons la situation aux échecs. La capacité à ajuster les stratégies en fonction de subtils
changements dans le contexte du jeu illustre davantage un niveau de robustesse com-
parable à celui des joueurs humains, qui adaptent habilement leurs stratégies dans de
nouvelles situations. Nous étudions la propriété de résolution de problèmes lorsque
nous modi�ons le paramètre elo.

Cet article examine l’impact des ajustements des en-têtes PGN sur les processus de
prise de décision des grandsmodèles de langage, in�uençant leurs styles de jeu en consé-
quence. Il approfondit le concept de propriétés émergentes, soulignant comment les
LLMsdéveloppentdes capacités quin’ontpas été explicitement enseignéesmais émergent
de leur environnement d’entraînement et de leurs entrées.Une attention particulière est
accordée à la tâche de résolution de problèmes, dé�nie comme la capacité à identi�er le
coup correct dans une position donnée avec une forte probabilité.

Les sections suivantes de cet article exploreront ces propriétés émergentes en dé-
tail, en utilisant des exemples basés sur les échecs pour démontrer comment de subtiles
manipulations dans les données d’entraînement peuvent modi�er signi�cativement le
comportement des LLMs. Cette exploration non seulement améliore notre compré-
hension des LLMs dans le domaine des échecs, mais éclaire également leur potentiel
plus large dans les applications stratégiques, marquant un changement signi�catif de la
poursuite de solutions optimales vers l’engagement avec des problèmes complexes d’une
manière plus proche de celle des humains.

La section � explore la nature des propriétés émergentes, la section � introduit des
techniques de sondagepour lesLLMs, et la section�décrit lesméthodes pourquanti�er
la capacité à résoudre des problèmes et détecter des propriétés émergentes par rapport
au paramètre elo.
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�.� Qu’est-ce qu’une propriété émergente?
Les propriétés émergentes résultent des interactions collectives des composantes

d’un système, au-delà des propriétés des parties individuelles. Les transitions de phase
dans les structures aléatoires avec un paramètre p illustrent ce concept. Considérons
les graphes aléatoires suivant le modèle d’Erdös-Renyi [�], où p est la probabilité de sé-
lectionner indépendamment l’une des

�
n

2

�
arêtes symétriques simples. Avec une forte

probabilité, si p < log n/n, le graphe n’est pas connecté, tandis que si p � log n/n,
le graphe est connecté. La valeur p = log n/n est la transition de phase pour la pro-
priété de connectivité. En physique, le paramètre p est souvent lié à la température, où
des transitions de phase similaires existent.

Dans le domaine des grands modèles de langage, les propriétés émergentes peuvent
être vues comme la manifestation de compétences qui dépassent le contenu explicite
des données d’entraînement. Arora discute de la façon dont ces compétences se déve-
loppent à partir des potentiels latents intégrés dans l’entraînement [�]. Est-il possible
que les données d’entraînement combinent des groupes allant jusqu’à � compétences
di�érentes, et que les réponses du LLM témoignent de beaucoup plus de compétences,
jusqu’à � compétences di�érentes par exemple pour GPT-�. L’approche d’Arora, basée
sur des considérations combinatoires, montre que c’est possible. Les réponses du LLM
témoignent de compétences qui n’apparaissaient pas dans les données d’entraînement,
et sont donc émergentes.

Cela est davantage exploré dans le contexte du traitement du langage naturel et des
jeux stratégiques.Dans le cas du langage naturel, on peut vouloir apprendre la structure
syntaxique d’une phrase à partir des vecteurs Word2Vec desmots de la phrase [�]. Dans
les jeux [��,�], le langage est la séquencedes coups (par exempleb�, f�, ... dans la notation
PGN pour les échecs ou l’Othello). Les données d’entraînement sont tirées de la base de
données Lichess [��] qui stocke l’historique des parties, et le LLM apprend la fonction
next qui fournit le prochain coup dans une séquence. Le réseau de neurones décrivant
la fonction nextpeut-il également prédire la position de chaque pièce du jeu, c’est-à-dire
le modèle du monde? Si c’est possible, les auteurs disent que la position du jeu est une
propriété émergente, car aucune règle du jeu n’a jamais été donnée. Nicholas Carlini
utilise le terme «Modélisation du langage, pas de victoire » pour décrire comment les
LLMs peuvent également apprendre à ne pas gagner, mais à jouer comme des humains
[�].

Ils obtiennent ces résultats en considérant des sondes, que nous allons maintenant
décrire.
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�.� Sondage pour détecter les propriétés émergentes
Les techniques de sondage [�] sont utilisées pour découvrir des structures latentes

dans les réseaux de neurones profonds, basées sur certains états internes du réseau. Sup-
posons une entrée x de dimension d dans un réseau qui calcule f(x), et soit xi le vec-
teur des valeurs à la couche i du réseau. Le sondage consiste à lire certains des xi et à
apprendre un nouveau réseau comme classi�cateur pour une nouvelle propriété (une
fonction g), à partir des mêmes données d’entraînement. Nous ne calculons pas par
rapport à f , mais par rapport à certains états de l’algorithme qui calcule f .

Dans le traitement du langage naturel, [�] considère une phrase comme une entrée
x qui est une séquence denmots donnée à un réseau de neurones qui calcule une fonc-
tion f . En interne, il calcule la représentation Word2Vec des mots wi comme des vec-
teurs vi de faible dimension. Nous pouvons apprendre une matrice B qui transforme
les vecteurs en v

0
i
= B.vi de sorte que la nouvelle norme (B; v)t.(B.v) dé�nit une

nouvelle distance distB . La fonction g est un classi�cateur pour la propriété : distB est
proche de la distance associée à un arbre syntaxique de la phrase originale. Ils sondent
le réseau original, et la nouvelle propriété g est émergente.

Dans les jeux, une question naturelle est de demander si nous pouvons approximer
la fonction Position(i, j) = k qui décrit la pièce sur le plateau en position (i, j) à par-
tir d’un sous-ensemble xi des couches internes du réseau. Dans le jeu d’Othello [��],
k 2 {?, noir, blanc} tandis qu’aux échecs [�, ��], la valeur k décrit également le type
de chaque pièce comme dans la section �.�.�. Si la fonctionPosition(i, j) = k peut être
approximée par des sondes sur un sous-ensemble des couches du réseau de neurones dé-
�nissant la fonction next, nous disons que lemodèle dumonde est une propriété émer-
gente.

�.�.� Intervention sur les sondes
Si nous approximons la fonctionPosition, nous pouvons essayer demodi�er l’échi-

quier, en retirant une pièce aux échecs [��] ou en échangeant une pièce noire contre une
pièce blanche à l’Othello [��]. Ces modi�cations sont appelées interventions sur l’échi-
quier. Nous pouvons alors inférer un (x0)i par descente de gradient sur le réseau dé�-
nissant la sonde et calculer une nouvelle valeur pour la fonction f(x), où les valeurs
(x0)i remplacent les valeurs xi. Nous pouvons ensuite véri�er si la prédiction next est
cohérente avec l’intervention. Typiquement, les cartes de chaleur [��] donnent les coups
les plus probables et devraient s’adapter à l’intervention. Les interventions peuvent éga-
lement concerner les niveaux de compétence (le grade elo aux échecs) dans [��].
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�.� Compétences de résolution de problèmes
�.�.� Dé�nitions pour les compétences de résolution de problèmes

Nous nous penchons sur la prouesse de résolution de problèmes des Grands Mo-
dèles de Langage tels que Chess-GPT, évaluant leur capacité à utiliser et adapter des
stratégies apprises à des dé�s nouveaux et non structurés. Cette aptitude souligne leurs
capacités cognitives émergentes et sert demétriquepour évaluer la profondeur et la�exi-
bilité de leurs comportements appris. Familiarisons-nous avec les termes suivants :

— PGN �P�������G���N�������� : Une structure de données qui inclut un
en-tête détaillant les joueurs, leurs classements, le résultat de la partie [�-�], [�-�],
ou [�/�-�/�], suivi d’une séquence de coups (voir �gure �.�).

— Le classement Elo est un nombre attribué à un joueur ou à un problème in-
diquant son niveau de di�culté. Pour une dé�nition précise, nous renvoyons à
Wikipédia. Cette dé�nition est implémentée sur Lichess.com [��].

L’attrait des problèmes d’échecs réside dans leurs solutions uniques : ces problèmes
sont des positions extraites de véritables parties d’échecs, chacune exigeant un coup cor-
rect spéci�que.

De�nition �. M est l’ensemble des coups possibles :

M = {(p, i, j) : p 2 Pièces d’échecs, i 2 <a;h>, j 2 <1; 8>}

où l’ensemble des pièces d’échecs est {;,T,C, F,D,R}.

De�nition �. puzzle_PGNe est l’ensemble des paires (x, y) telles que x 2 PGN et y 2
M est l’unique coup correct à x, e est le niveau elo du problème tel que donné dans la base
de données Lichess [��].

puzzles_PGN
e
= {(x, y) : x 2 PGN, y 2 M, e 2 elo}

où elo est l’intervalle<1000; 3000>.

Nous �xons un niveau elo e et sélectionnons (x, y) 2 puzzles_PGN
e
de la base

de données Lichess avec une distribution uniforme.

De�nition �. UnLLMpossède la compétence de résolution de problèmes pour un niveau
elo e et à un taux ↵ si

Probx[next(x) = y | (x, y) 2 puzzles_PGN
e
] � ↵.

Cetteméthodologie nouspermetd’évaluerprécisémentune compétence spéci�que :
la capacité à identi�er (avec une grande probabilité) le meilleur coup étant donné une

��



position. Cela implique de fournir au LLMun historique de partie PGN (voir �gure �.�)
et de l’interroger sur le prochain jeton (dans ce cas, le prochain coup).

Notre focus ici est le taux de compétence pour une classe particulière de problèmes
et un niveau elo �xé. Dans ce contexte, une intervention est la modi�cation du pa-
ramètre elo. Nous étudions ensuite comment le taux de compétence augmente si le
nombre elo augmente et diminue si le nombre elo diminue. C’est la propriété émer-
gente que nous essayons de tester.

Karvonen [��] a démontré que lorsque le LLM est "amorcé" (dans le prompt) avec
un score [�-�] et qu’on le fait jouer en tant que blanc, sa performance se détériore par
rapport à être amorcé avec [�-�].

�.�.� Résultats : l’impact du bruit sur l’émergence de ces capaci-
tés

Lors de mes expériences, j’ai entraîné quatre LLMs di�érents sur di�érents niveaux
de bruit (�%, �%, ��% et ��%), et je les ai testés sur � propriétés di�érentes :

— Le sondage (probing) à la Karvonen (cf. prochaine section)
— La capacité à e�ectuer un coup légal
— La capacité de résolution de problèmes d’échecs

Une sonde au sens deKarvonen est un classi�eur linéaire entraîné sur les activations des
di�érentes couches du réseau de neurones de ChessGPT :

Pi,l = Softmax(Wi,l · Al) (�.�)

g(x) = f(wT
x+ w0) = f

 
nX

j=1

wjxj + w0

!
(�.�)

où :
— Pi,l : Distribution de probabilité pour la case i prédite par la sonde à la couche l
— Wi,l : Matrice de poids de dimension 512⇥ 13
— Al : Vecteur d’activation de dimension 512
— f : Fonction d’activation (Softmax)

L’expérience vise à évaluer l’impact du taux de bruit dans les données d’entraînement
sur les capacités de respect des règles du jeu et de résolution de problème, toutes choses
égales par ailleurs (ceteris paribus). Les résultats montrent que les LLMs entraînés avec
plus de bruit réussissent mieux la tâche "e�ectuer un coup légal", tandis que les LLMs
entraînés sur des parties déterministes (générées par Stock�sh) produisent davantage de
coups illégaux, et ce plus rapidement. La pente plus abrupte pour ces derniers modèles
indiqueunemoindre robustesse comparée auxmodèles entraînés sur des parties bruitées.
Deux explications peuvent être avancées :
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F����� ��� – Impact du bruit sur le taux de coups légaux

— Les LLMs entraînés sur du bruit se concentrent uniquement sur la tâche "e�ec-
tuer un coup légal", alors que les LLMs déterministes doivent simultanément
apprendre à "e�ectuer un coup légal qui soit aussi un bon coup"

— La seconde tâche présente une complexité d’apprentissage supérieure
Le bruit apparaît donc comme un allié dans la génération de parties d’échecs valides.
La seconde expérience utilise la base de données de problèmes d’échecs de Lichess [��],
disponible en accès libre, pour évaluer nos quatre LLMs : Ce graphique révèle, à l’in-
verse, que les modèles avec le moins de bruit (�% et �%) excellent dans la résolution de
problèmes d’échecs. Le modèle à �% obtient même des résultats légèrement supérieurs,
suggérant qu’une faible injection de bruit peut améliorer les performances. Ces expé-
riences permettent de conclure qu’il est béné�que d’introduire un faible pourcentage
de bruit pour augmenter à la fois la robustesse et les performances des LLMs entraî-
nés sur des tâches semi-synthétiques comme les échecs. Cette conclusion pourrait avoir
des implications importantes pour l’entraînement d’autres modèles de langage sur des
tâches similaires.
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F����� ��� – Impact du bruit sur le taux de résolution de puzzles

�.�.� Grokking
Le grokking est un phénomène étonnant qui consiste à poursuivre l’apprentissage

bien au-delà de l’over�tting. Le terme "grokking", emprunté à la science-�ction �, décrit
une transition soudaine de la mémorisation pure vers une véritable compréhension du
problème. Pour un exemple de grokking sur un problème simple d’arithmétique, vous
pouvez vous reporter au notebook n°�.

Sur ce graphique, on observe trois phases distinctes :
�. Une phase d’apprentissage rapide où la précision dumodèle atteint ���% sur les

données d’entraînement
�. Une longue phase d’apparente stagnation où la performance sur les données de

test reste proche de �% (over�tting)
�. Une phase de "grokking" où la performance sur les données de test s’améliore

soudainement, indiquant une véritable compréhension du problème
Deux éléments clés sont nécessaires pour observer ce phénomène :

�. Une régularisation appropriée. La présence d’une régularisation, typiquement
sous forme de weight decay ou de régularisation L�, est cruciale. Cette régularisation

�. Le terme vient du roman Stranger in a Strange Land (����) de Robert A. Heinlein, où il signi�e
"comprendre profondément et intuitivement".
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F��������–Lephénomènede grokking : évolutiondes performances sur les ensembles
d’entraînement et de test

empêche le modèle de se contenter de solutions "faciles" basées sur la pure mémorisa-
tion. Power et al. [��] ont montré que sans régularisation, le grokking n’apparaît pas : le
modèle reste bloqué dans un état de mémorisation pure.

�. L’équilibre mémorisation-généralisation. Le phénomène de grokking met en
lumière la distinction fondamentale entre mémorisation et généralisation. Pendant la
phase initiale, le modèle mémorise e�ectivement les données d’entraînement, comme
en témoigne sa performance parfaite sur cet ensemble. Cependant, sous l’e�et de la ré-
gularisation et d’un entraînement prolongé, le modèle �nit par découvrir une solution
plus "simple" ou plus "élégante" qui capture la structure sous-jacente du problème [��].

�. Une interprétation spectrale. Pearce et al. [��] proposent une analyse via la trans-
formée de Fourier discrète (DFT). Cette décomposition s’écrit mathématiquement :

f(x) =
1X

k=0

ake
2⇡ikx

où :
— f(x) est la fonction représentant les poids du réseau
— k est la fréquence (plus k est grand, plus la fonction oscillera rapidement)
— ak sont les coe�cients deFourier (leur amplitude indique l’importancede chaque

fréquence)
— e

2⇡ikx représente les oscillations de base (combinaisons de sinus et cosinus)
Durant la phasedemémorisation, les coe�cientsak deshautes fréquences dominent,

indiquant une solution complexe. La phase de grokking voit l’émergence progressive
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des coe�cients de basse fréquence (k petit), correspondant à une solution plus simple
et plus générale.
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Chapitre �

Seconde partie du stage
(juillet-septembre) : le tic-tac-toe,
étude des représentations du modèle

Introduction
Une hypothèse en particulier a attiré notre attention, parce qu’elle semble faire la

synthèse de nombreuses observations éparses que l’on a pu faire dans le domaine de l’in-
terprétabilité (ou explicabilité). Il s’agit de la PRH, ouPlatonic RepresentationHypothe-
sis, qui postule que les modèles de transformer se forgent un modèle de représentation
du monde durant l’entraînement, résultant de la recherche de simplicité que recherche
naturellement un réseau de neurones qui apprend.

La conséquence la plus surprenante de leur hypothèse est que desmodèles entraînés
sur di�érents types de données (images, texte, sons, etc.) vont converger vers la même
représentation dans leur espace latent. Notre but ici sera d’étudier en profondeur un cas
simple, très simple, celui duMorpion. Dans ce jeu, dont l’ensemble des parties peut être
généré en quelques minutes par un ordinateur moderne, le monde est très simple, et ne
nécessite pas une immense puissance de calcul, autre avantage dont nous pourrons tirer
parti.

Ici nous allons étudier les représentations de deux transformers : l’un est entraîné sur
des images du jeu, et l’autre sur des séquences de coups sous forme de texte. L’hypothèse

F����� ��� – Représentations textuelles et imagées duMorpion
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principale quenous voulons tester est en somme si les deux représentations d’unemême
partie de Morpion convergent.

Pour préparer le terrain et explorer d’autres aspects de l’interprétation de l’architec-
ture transformer, nous allons e�ectuer des tests à l’aide d’autres techniques, à commen-
cer par le sondage (probing).

�.� Comment représenter une partie de Morpion?
Le morpion, comme les échecs ou les dames, est un jeu de plateau. Mais contrai-

rement aux deux derniers, il est extrêmement simple, ce qui permet la complétude de
l’analyse (on génère toutes les parties possibles, et on analyse notre transformer avec
toutes ces parties).

Une manière très simple, voire enfantine, de représenter une partie de morpion est
de la noter sous forme de dessin, côte à côte, en montrant l’état du plateau à chaque
trait. C’est le format que nous avons choisi pour les images, qui ont donc une taille �x�.

F����� ��� – Représentation d’une partie de Morpion

Pour noter les parties de Morpion textuellement, nous avons choisi de noter les
coups les uns à la suite des autres, comme le format PGN aux échecs, ce qui donne
un historique de la partie.

Le format du jeu deMorpion étant ce qu’il est, le nombre de coups ne peut excéder
�, ce qui est bien pratique pour la tokénisation, première étape de l’apprentissage.

Voici les tokénisations respectives des images et des textes (que l’on trouve dans les
�chiers meta.pkl) :

Listing �.� – Tokénisation des images
� {

� "vocab_size ": 4,
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� "itos": {"0": "b", "1": "n", "2": "g", "3": ";"},

� "stoi": {"b": 0, "n": 1, "g": 2, ";": 3}

� }

Listing �.� – Tokénisation des textes
� {

� "vocab_size ": 10,

� "itos": {"0": ";", "1": " ", "2": "0", "3": "1", "4":

"2", "5": "3", "6": "X", "7": "O", "8": "/", "9":

"-"},

� "stoi": {";": 0, " ": 1, "0": 2, "1": 3, "2": 4, "3": 5,

"X": 6, "O": 7, "/": 8, "-": 9}

� }

Les stoi et les itosne sont pas grecs,mais un format de données qui permet de conver-
tir les chaînes de caractères (strings) en entiers naturels (integers), c’est-à-dire string to
integer ou plus simplement stoi, l’itos étant l’opération réciproque.

La tokénisation des images repose sur le pixel, qui sera blanc, valeur � (représenté
par ’b’), si la case est saturée par un X, noire, valeur � (représenté par ’n’), si la case est
saturée par un O, et grise, valeur � (représenté par ’g’) si la case est vide. L’image est
parcourue de manière naturelle, ligne par ligne pour former une ligne au format str
(string).

Dans les deux cas, " ;" est le token de début, celui quimarque le début de la séquence
pour les images comme pour les textes.

�.� Architecture du transformer pour le projet Mor-
pion

Dans ce projet, nous utilisons un transformer relativement petit, adapté à la tâche
simple duMorpion. Voici une description détaillée de son architecture :

�.�.� Vue d’ensemble
— Nombre de couches (n_layer) : �
— Nombre de têtes d’attention (n_head) : �
— Dimension du modèle (n_embd) : ���
— Taille du bloc (block_size) : �� tokens
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�.�.� Couches détaillées
Couche d’embedding

— Dimension : ��� (n_embd)
— Vocabulaire : �� tokens (d’après la tokénisation fournie)

Couches transformer (répétées � fois)

Pour chaque couche transformer :

�. Attention
— Type : Self-attention à une seule tête (n_head = �)
— Dimension de la tête : ��� (n_embd)
— Composants :

— Projections linéaires pour Q, K, V (�⇥ ���⇥���)
— Softmax et dropout (taux = �.�)
— Projection de sortie (���⇥���)

�. Normalisation de couche (Layer Norm) Appliquée avant l’attention (architec-
ture "Pre-LN")

�. MLP (Perceptron multicouche)
— Deux couches linéaires avec activation GELU
— Dimensions : ���! ���� (�⇥ n_embd)! ���
— Dropout (taux = �.�) après la deuxième couche linéaire

�. Normalisation de couche (Layer Norm) Appliquée avant le MLP

Couche de sortie

Projection linéaire : ���! taille du vocabulaire (��)

�.�.� Hyperparamètres d’entraînement
— Taille de batch : ����
— Taux d’apprentissage initial : �e-�
— Décroissance du taux d’apprentissage : jusqu’à �e-�
— Nombre maximal d’itérations : �����
— Warmup : ���� itérations

Cette architecture représente un transformer relativementpetit, adapté à la tâche simple
duMorpion. Quelques observations supplémentaires :
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�. La taille réduite (� couches, � tête d’attention) est appropriée pour cette tâche
qui ne nécessite pas une grande complexité.

�. L’absence de dropout (�.�) suggère que le modèle ne risque pas de surappren-
tissage, probablement en raison de la simplicité de la tâche et de la petite taille
du modèle.

�. La dimension d’embedding de ��� o�re une capacité de représentation su�-
sante pour les états du jeu deMorpion.

�. Le block_size de �� tokens est amplement su�sant pour représenter une partie
complète de Morpion (qui ne peut pas dépasser � coups).

�. L’utilisation d’une seule tête d’attention par couche est intéressante et pourrait
permettre une analyse plus facile des mécanismes d’attention.

�.� Probing
Le probing (ou sondage) est une technique permettant de détecter la présence de

propriétés dans un réseau de neurones. C’est une technique qui a été abondamment
utilisée depuis ���� et l’article Manning et al. qui l’applique à la détection d’arbres syn-
taxiques dans un transformer entraîné sur un corpus de textes étiquetés.

Ici, nous voulons utiliser le probing pour détecter la présence ou non d’une repré-
sentation du plateau de morpion, couche par couche dans le transformer. L’idée est
d’entraîner un classi�eur linéaire case par case et couche par couche pour qu’il détecte
l’état d’une case (X, O ou vide). La technique utilisée ici est une généralisation du SVM
originel, appeléeOneVsRest.

�.�.� Qu’est-ce qu’un SVM linéaire?
Le SVM (Support Vector Machine) linéaire est une technique d’apprentissage su-

pervisé utilisée pour la classi�cation. Dans le cas binaire, l’objectif est de trouver un hy-
perplan qui sépare au mieux les deux classes de données. Dans le cas linéaire qui nous
occupe, il s’agit donc de trouver l’hyperplan qui explique lemieux la séparation des don-
nées dans le réseau de neurones.

Soit un ensemble de données d’entraînement {(xi, yi)}ni=1, où xi 2 Rd sont les
vecteurs de caractéristiques et yi 2 {�1,+1} sont les étiquettes de classe.

L’hyperplan séparateur est dé�ni par l’équation :

w
T
x+ b = 0

oùw 2 Rd est le vecteur normal à l’hyperplan et b 2 R est le biais.
Problème d’optimisation
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LeSVMcherche àmaximiser lamarge entre l’hyperplan et les points les plus proches
de chaque classe. Cela se traduit par le problème d’optimisation suivant :

min
w,b

1

2
kwk2

s.c. yi(w
T
xi + b) � 1, i = 1, . . . , n

En utilisant les multiplicateurs de Lagrange, on obtient la formulation duale :

max
↵

nX

i=1

↵i �
1

2

nX

i=1

nX

j=1

↵i↵jyiyjx
T

i
xj

s.c.
nX

i=1

↵iyi = 0

0  ↵i  C, i = 1, . . . , n

où ↵i sont les multiplicateurs de Lagrange etC est un paramètre de régularisation.
Une fois les↵i optimaux trouvés, la fonction de décision pour un nouveau point x

est :

f(x) = sign

 
nX

i=1

↵iyix
T

i
x+ b

!

où b est calculé en utilisant les vecteurs de support (points pour lesquels ↵i > 0).
Dans notre code, une approcheOne-vs-Rest est utilisée pour étendre le SVMbinaire

au cas multi-classe. PourK classes, on entraîneK classi�eurs binaires, chacun séparant
une classe de toutes les autres.

�.�.� Les résultats couche par couche
Le transformer est une architecture assez complexe qui permet de multiples points

de sonde. Nous avons donc voulu sonder les moindres recoins de celui-ci pour avoir
une idée de la représentation du plateau de morpion à chaque étape.

Voici les résultats en prenant la précision de l’évaluation du SVMcouche par couche
pour le texte.

Nous pouvons observer que le transformer acquiert petit à petit une représentation
de l’état du plateau de morpion, qui culmine lors de la normalisation post-attention et
de la seconde couche duMLP.

Pour lemodèle entraîné sur les images, le résultat est très di�érent, puisque la courbe
reste quasiment plate tout du long du transformer.

On remarque que le modèle ne forge pas de représentation du plateau de Mor-
pion, ce qui peut interroger. Pour répondre à cela, nous pouvons formuler l’hypothèse
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F����� ��� – Probing couche par couche pour le texte

qu’étant donné que pour résoudre la tâche (prédire le prochain token), il faut avoir une
représentation sur laquelle se reposer à au moins un moment, il n’y a pas besoin de se
forger une représentation lorsqu’on a déjà l’image en entrée, alors que c’est nécessaire
lorsqu’on n’a que le texte.

Nous pouvons également nous intéresser à la représentation des cases (positions),
qui montre des e�ets de symétrie et d’asymétrie assez intéressants.

Une observation générale est que très souvent, dans la plupart des couches des deux
modèles, c’est la case du milieu (position �) qui est la mieux représentée.

Ensuite, nous pouvons observer de belles symétries, surtout pour le texte, et cer-
taines couches, qui montrent une représentation géométrique du plateau, qui évolue
en fonction de la couche. Par exemple, dans le modèle d’image, la couche de normali-
sation pré-attention avantage clairement la case centrale, tandis que plus on s’approche
de la sortie, moins cette case du milieu est favorisée, au pro�t d’autres cases, comme si
l’analyse e�ectuait un mouvement concentrique vers les bords du plateau.

�.� La PRH se véri�e-t-elle ?
�.�.� Quelles métriques?

Suivant la littérature antérieure, nousdé�nissons l’alignement représentationnel comme
unemesure de la similarité des structures de similarité induites par deux représentations,
c’est-à-dire une métrique de similarité sur les noyaux. Nous donnons la dé�nition ma-
thématique de ces concepts ci-dessous [�] :

— Une représentation est une fonction f : X ! Rn qui attribue un vecteur de
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F����� ��� – Probing couche par couche pour les images

caractéristiques à chaque entrée dans un certain domaine de donnéesX .
— Un noyau,K : X⇥X ! R, caractérise comment une représentationmesure

la distance/similarité entre les points de données.K(xi, xj) = hf(xi), f(xj)i,
où h·, ·i désigne le produit scalaire, xi, xj 2 X etK 2 K.

— Unemétrique d’alignement de noyau,m : K⇥K ! R, mesure la similarité
entre deuxnoyaux, c’est-à-dire à quel point lamesure dedistance induite par une
représentation est similaire à celle induite par une autre. Les exemples incluent
la Distance de Noyau Centrée (CKA) [��], SVCCA [��], et les métriques des
plus proches voisins [?].

�.�.� Métriques d’alignement
Cycle KNN (K plus proches voisins cycliques)

Dé�nition mathématique Soient A etB deux ensembles de vecteurs de caracté-
ristiques, chacun de tailleN . Pour un k donné :

�. Calculer lesk-NNdansA : Pour chaquepointdansA, trouver sesk plusproches
voisins dansA.

�. Mapper ces voisins versB.
�. Calculer les k-NN dansB pour ces points mappés.
�. Véri�er si le point original dansA est parmi ces voisins.
La métrique est la fraction de points qui "survivent" à ce cycle.
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F����� ��� – Probing couche par couche pour le texte

F����� ��� – Probing couche par couche pour les images

Formule

Cycle_KNN(A,B) =
1

N

NX

i=1

I(ai 2 kNNB(kNNA(ai))) (�.�)

où I est la fonction indicatrice, et kNNX(y) renvoie les k plus proches voisins de y dans
X .

Interprétation
— Plage : [0, 1]
— Des valeurs plus élevées indiquent unmeilleur alignement entre les deux espaces

de caractéristiques.
— Une valeur de � signi�e une parfaite consistance cyclique : la structure de voisi-
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nage est parfaitement préservée lors du mapping deA versB et retour.
— Des valeurs plus basses suggèrent que la structure locale n’est pas bien préservée

entre les deux espaces.
KNNmutuel (K plus proches voisins mutuels)
Dé�nition mathématique Pour chaque point dansA, véri�er s’il est parmi les k-

plus proches voisins de son point correspondant dansB, et vice versa.
Formule

Mutual_KNN(A,B) =
1

N

NX

i=1

I(ai 2 kNNB(bi) ET bi 2 kNNA(ai)) (�.�)

Interprétation
— Plage : [0, 1]
— Des valeurs plus élevées indiquent une meilleure préservation mutuelle du voi-

sinage entre les deux espaces.
— Une valeur de � signi�e que tous les points sont des k-plus proches voisins mu-

tuels dans les deux espaces.
— Des valeurs plus basses suggèrent que les structures de voisinage dans A et B

sont di�érentes.

CKA (Alignement de Noyau Centré)

Dé�nitionmathématiqueCKAmesure la similarité entre deux noyaux après cen-
trage.

Formule
CKA(K,L) =

hKc, LciF
kKckFkLckF

(�.�)

oùKc etLc sont des matrices de noyau centrées, h·, ·iF est le produit scalaire de Frobe-
nius, et k · kF est la norme de Frobenius.

Interprétation
— Plage : [0, 1]
— Des valeurs plus élevées indiquent une plus grande similarité entre les matrices

de noyau.
— Une valeur de � suggère que les deux noyaux capturent des relations identiques

entre les points de données.
— Des valeurs plus basses indiquent que les noyaux capturent des relations di�é-

rentes.
— CKA est invariant aux transformations orthogonales et à la mise à l’échelle iso-

trope.
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SVCCA (Analyse de Corrélation Canonique des Vecteurs Singuliers)

Dé�nition mathématique
�. E�ectuer la SVD sur les deux matrices de caractéristiques : A = UA⌃AV

T

A
,

B = UB⌃BV
T

B

�. Prendre les d premiers vecteurs singuliers : ŨA, ŨB

�. E�ectuer la CCA sur ces matrices tronquées
Formule

SVCCA(A,B) =
1

d

dX

i=1

⇢i (�.�)

où ⇢i sont les corrélations canoniques entre ŨA et ŨB .
Interprétation
— Plage : [0, 1]
— Des valeurs plus élevées indiquent une corrélation plus forte entre les compo-

santes principales des deux espaces de caractéristiques.
— Une valeur proche de � suggère que les principales directions de variation dans

les deux espaces sont fortement alignées.
— Des valeurs plus basses indiquent que les composantes principales des deux es-

paces capturent di�érents aspects des données.
— SVCCA est moins sensible au bruit comparé à la simple CCA, en raison de

l’étape initiale de SVD.

�.�.� Conclusion
Ces métriques fournissent di�érentes perspectives sur l’alignement entre deux en-

sembles de caractéristiques :
— CycleKNNetMutualKNNsontplus sensibles aux structures locales et peuvent

être utiles pour détecter des alignements �ns.
— CKAest plus robuste et capture des similarités globales, mais peutmanquer des

détails �ns.
— SVCCA est utile pour comparer les principales directions de variation, mais

peut ignorer les caractéristiques moins importantes.
Enpratique, il est souvent béné�qued’utiliser plusieurs de cesmétriques ensemble pour
obtenir une image plus complète de l’alignement entre deux ensembles de caractéris-
tiques.

�.�.� Les résultats
On voit dans ces résultats que la similarité entre les deux modèles est très basse, en

particulier concernant la métrique choisie dans l’article [�], mutual_knn.

��



F����� ���–Di�érentesmétriques pour comparer la distance des représentations entre
les deux modèles

En fait cela n’est pas forcément étonnant, puisque la tâche réalisée n’est pas lamême :
le transformer image doit prédire le prochain pixel, alors que le transformer texte doit
prédire le prochain caractère ! De plus, nous avons déjà remarqué que pour le sondage
(probing), le transformer texte avait une meilleure représentation du plateau que le
transformer image, qui n’en a probablement pas besoin pour résoudre sa tâche.

�.� À la recherche du neurone perdu
Dans cette section, nous explorons une nouvelle méthode pour interpréter les ré-

seaux de neurones, les SAEs (Sparse Auto Encoders), qui nous permet de rendre les neu-
rones monosémantiques. En e�et, l’article qui inaugure l’usage des SAEs pour l’inter-
prétabilité [��] fait la remarque que dans le LLM, les neurones qui se situent dans les
couches de MLP sont polysémantiques, dans le sens où ils semblent encoder plusieurs
informations liées au texte à la fois.

Cette polysémie neuronale ne facilite pas l’interprétation des réseaux de neurones,
et ajoute au brouhaha et au côté "boîte noire" qui est si inconfortable pour nous. Pour
cette raison, à la suite de [��], nous utilisons des SAEs pour rendre les neurones mono-
sémantiques.

F����� ��� – Cette boîte noire qu’est le transformer
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�.�.� Les SAEs (et le MNIST)
Avant d’utiliser les SAEs (Sparse Auto-Encoders) directement dans le domaine des

stratégies de jeux, j’ai d’abord expérimenté sur un jeu de données classique : leMNIST �.
Qu’est-ce qu’un SAE? En françaisAuto-Encodeur Parcimonieux, le SAE est unmo-

dèle qui prend en entrée une donnée x et doit reproduire cette même donnée en sortie
x̂ (d’où le terme “Auto”). L’objectif de ce modèle est d’encoder l’information essentielle
contenue dans la donnée, sa substanti�que moelle, dans une représentation cachée h.

F����� ��� – Architecture d’un Sparse Auto-Encoder

Mathématiquement, le processus peut s’exprimer ainsi :

h = f(x) = �(Wx+ b)

x̂ = g(h) = �(W 0
h+ b

0)

où :
— f est la fonction d’encodage
— g est la fonction de décodage
— � est une fonction d’activation non linéaire
— W,W

0 sont les matrices de poids
— b, b

0 sont les vecteurs de biais
La parcimonie (sparsity) garantit que la solution trouvée sera simple, appliquant

ainsi le rasoir d’Occam, principe qui recommande de privilégier les explications les plus
simples lorsque plusieurs solutions sont possibles. Cette parcimonie est obtenue en
ajoutant un terme de régularisation⌦(h) à la fonction de perte (loss) :

�. MNIST (Modi�edNational Institute of Standards andTechnology database) est une base de don-
nées d’images de chi�res manuscrits largement utilisée pour tester les algorithmes d’apprentissage auto-
matique.
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min
W,W 0,b,b0

L(x, x̂) + �⌦(h)

où L est une fonction de perte mesurant la di�érence entre l’entrée et la sortie re-
construite, et � est un hyperparamètre contrôlant le degré de parcimonie.

Le SAE agit comme un "méta-réseau de neurones" dans le sens où il opère au ni-
veaudes représentations internes d’un autre réseaudeneurones (ici, notre transformer).
En d’autres termes, alors qu’un réseau de neurones classique traite des données brutes
(images, texte, etc.), le SAE traite les activations neuronales elles-mêmes, ce qui en fait
un réseau qui analyse un autre réseau— d’où le pré�xe "méta". Cette approche permet
d’étudier et demodi�er les représentations internes du transformer demanière structu-
rée et interprétable.

F����� ���� – Le SAE comme méta-réseau de neurones

Dans notre expérience, nous entraînons le SAE sur la deuxième couche du second
MLP de notre transformer entraîné sur le MNIST, ce qui nous permet d’obtenir des
visualisations révélatrices des représentations internes.

Une observation frappante est que le SAE associe un neurone spéci�que à chaque
chi�re. Cette spécialisation s’explique par la nature même du SAE qui, comme tout
auto-encodeurnon trivial �, agit commeuncompresseurd’information.Dansnotre cas,
bien que la couche de code soit de dimension supérieure à la couche d’entrée, la régulari-
sationL� force lemodèle àminimiser le nombre deneurones activés.Cette contrainte de
parcimonie est clairement visible dans nos résultats, où typiquement un seul neurone
présente une forte activation, entouré de neurones quasi-inactifs. Le modèle est ainsi
contraint de compresser l’information selon les caractéristiques les plus fondamentales,
ici les chi�res eux-mêmes.

�. Un auto-encodeur trivial serait celui qui apprend simplement la fonction identité.
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F����� ���� – Correspondance entre le concept de “�” et le neurone 59

�.�.� Interventions (neurochirurgie)
Cette mise en évidence d’une forme de “logique” binaire (activé/désactivé, >/?)

dans le réseau de neurones nous permet d’aller plus loin. Nous pouvons intervenir di-
rectement sur l’output du transformer enmodi�ant l’état de la couche deMLP, réalisant
ainsi une forme de “neurochirurgie” pour LLM.

Le processus d’intervention se déroule comme suit :
�. Le SAE est positionné comme intermédiaire de modi�cation de couche
�. Un input est transmis au transformer en mode feedforward
�. Arrivé à la couche de MLP, celle-ci est encodée dans le SAE
�. Le neurone activé est modi�é pour altérer sa signi�cation
�. Le résultat est décodé via le SAE
�. La sortie modi�ée est transmise à la couche suivante du transformer
Les résultats de ces interventions sont remarquables : nous pouvons e�ectivement

manipuler le comportement dumodèle.Cette approche rejoint les travaux d’Anthropic
[��], qui ont réussi à faire croire à leur LLM (Claude) qu’il était leGolden Gate Bridge.
Dans notre cas, nous pouvons modi�er la perception des chi�res dans notre transfor-
mer entraîné sur le MNIST.

Ces résultats ouvrent des champs de recherche tant pour la compréhension de leur
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F����� ���� – Processus d’intervention neuronale

F����� ����–Manipulation duTransformer pour une reconnaissance systématique du
chi�re “�”

fonctionnement que pour l’identi�cation de potentielles vulnérabilités. Ils sont égale-
ment une réponse possible au problème de l’alignement (voir section RLHF).
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Chapitre �

Conclusion

�.� Bilan du stage
Ce stage a été une expérience enrichissante et formatrice, me permettant d’explo-

rer en profondeur le domaine fascinant des grands modèles de langage (LLM) à tra-
vers le prisme des jeux de plateau. L’objectif initial d’étudier les capacités émergentes
des LLM et d’approfondir notre compréhension de leur fonctionnement interne a été
atteint, ouvrant la voie à de nouvelles perspectives de recherche. Au cours de ces mois,
j’ai pu mettre en pratique des concepts théoriques complexes, développer des métho-
dologies d’analyse novatrices et contribuer à l’avancement des connaissances dans le do-
maine de l’interprétabilité des modèles d’intelligence arti�cielle. Les résultats obtenus,
bien que préliminaires, o�rent des pistes prometteuses pour de futures investigations
et soulignent l’importance de poursuivre les e�orts dans cette direction.

�.� Compétences acquises
Ce stage m’a permis de développer et d’a�ner un large éventail de compétences es-

sentielles pour une carrière dans la recherche en intelligence arti�cielle :
Lecture d’articles scienti�ques : J’ai considérablement amélioréma capacité à lire,

comprendre et synthétiser des articles de recherche complexes, une compétence cruciale
pour rester à jour dans ce domaine en évolution rapide.Présentation d’un papier La-
TeX pour une conférence : J’ai acquis une expertise dans la rédaction et la mise en
forme de documents scienti�ques en utilisant LaTeX, respectant les normes et les exi-
gences des conférences académiques.Programmation :Mes compétences en program-
mation se sont considérablement améliorées, notamment en Python, Bash et Zsh. J’ai
appris à écrire du code e�cace et bien structuré pour l’analyse de données et l’implémen-
tation d’algorithmes complexes. PyTorch : J’ai acquis une solide maîtrise de PyTorch,
un framework essentiel pour le développement et l’entraînement de modèles de deep
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learning. Cloud computing : J’ai appris à utiliser e�cacement les ressources de cloud
computing pour l’entraînement de modèles gourmands en calcul, une compétence in-
dispensable dans le domaine des LLM. Présentation orale : J’ai eu l’opportunité de
présenter mes travaux lors d’une conférence de chercheurs, améliorant ainsi mes com-
pétences en communication scienti�que et en vulgarisation.Rédaction scienti�que :
La rédaction d’un article présentant mes résultats m’a permis de développer mes com-
pétences en écriture scienti�que, un aspect crucial de la recherche. Théorie mathé-
matique : J’ai approfondi mes connaissances en mathématiques, notamment en ce qui
concerne les distances et l’algèbre linéaire, des concepts fondamentaux pour l’analyse
des modèles de langage.

�.� Perspectives
Les travaux réalisés au cours de ce stage ouvrent quelques perspectives pour de fu-

tures recherches :
Généralisation à d’autres domaines : Les méthodes d’interprétabilité dévelop-

pées pour les jeux de plateau pourraient être adaptées et appliquées à d’autres domaines
d’application des LLM, tels que le traitement du langage naturel ou l’analyse de données
complexes. Amélioration des modèles : Les découvertes obtenues sur le fonctionne-
ment interne des LLM pourraient être utilisées pour concevoir de nouvelles architec-
tures de modèles plus interprétables et plus e�caces. Éthique et responsabilité : Une
meilleure compréhension du fonctionnement des LLMpourrait contribuer à dévelop-
per des systèmes d’IA plus transparents et plus �ables, répondant ainsi aux préoccu-
pations éthiques croissantes dans ce domaine.Collaboration interdisciplinaire : Les
résultats de cette recherche pourraient susciter des collaborations avec des chercheurs
d’autres disciplines, comme la psychologie cognitive ou la philosophie, pour explorer
les parallèles entre l’apprentissagemachine et la cognition humaine.Applications pra-
tiques : Les connaissances acquises sur les stratégies émergentes dans les jeux de plateau
pourraient trouver des applications dans des domaines tels que la prise de décision as-
sistée par IA ou l’optimisation de systèmes complexes.

En conclusion, ce stage a non seulement enrichi mes compétences et mes connais-
sances, mais a également ouvert de nouvelles voies passionnantes pour la recherche en
IA. Il a renforcé ma détermination à poursuivre dans ce domaine et à contribuer à son
avancement dans les années à venir.
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Annexe A

Annexe

A.� L’entraînement pratique des LLMs
Dans le monde sauvage du machine learning moderne, il existe à certains endroits

des oasis permettant à de petits étudiants d’entraîner leurs propres LLMs. Je veux ici
partager quelques-unes des oasis quemes recherchesm’ont fait trouver dans le domaine.

A.�.� NanoGPT, TensorDock et TMUX
D’abord, le code détaillé (sans utiliser transformer de pytorch !) d’un transfor-

mer hackable à merci m’a été donné par Andrej Karpathy, qui entretient le dépôt Gi-
tHub ’nano GPT’ qui est très utile pour rentrer dans les entrailles du modèle.

Ensuite, l’entraînement de tels modèles est assez coûteux en ressources computa-
tionnelles. Il a fallu trouver des puces qui s’adaptent parfaitement au code et au niveau
de ressources qu’il demande. Il se trouve que pour l’entraînement desmodèles d’échecs,
il faut au moins ��Go de GPU (le GPU est le nerf de la guerre �).

De nombreuses plateformes proposent des GPUs, mais beaucoup ont refusé, ou
pris beaucoup trop de temps à répondre à mon besoin de GPU (je pense à Azure AI ou
à Google Cloud). D’autres o�res, alléchantes au départ vu l’o�re et les prix (Lambda)
m’ont été impossibles pour des raisons de carte : il faut une authentique carte de crédit,
et non une carte de débit (celle que la plupart des gens ont, y compris moi...).

J’ai longtemps cherché, et j’ai �ni par tomber sur un fournisseur de GPUs dont le
site ne payait pas de mine (en tout cas à l’époque!) : TensorDock. Leur interface est
minimaliste, voire austère (rien à voir avec les cockpits d’avions d’Azure AI et Google
Cloud), mais dans le terminal (via SSH), je pouvais faire tout ce dont j’avais besoin.

La puce que j’ai �nalement utilisée (après plusieurs essais) est uneNVIDIAA����,
qui alliait plusieurs avantages : un bas prix (le prix dumarché d’une unité était d’environ

�. Et NVIDIA est le vendeur de pelles de tous les explorateurs de ce nouveau FarWest
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�,��€ de l’heure à l’époque de l’entraînement, et a diminué depuis). L’entraînement des
�modèles d’échecs m’a pris une semaine en tout, et � jours par modèle (je les entraînais
en parallèle sur �GPUs di�érents).

À propos, l’outil qui me fut très utile pour cela était TMUX, qui permet de quitter
la fenêtre du terminal sans que l’algorithme termine... Ce qui est très utile quand on
doit entraîner un modèle pendant � jours.

Concernant ma méthode, je travaille dans Google Colab (outil magni�que de dé-
mocratisation de la puissance de calcul !). Je faisais mes essais avec, puis je copiais les li-
brairies utilisées avec pip freeze, ce qui permet de générer un requirements.txt
à installer directement dans la machine virtuelle.

A.�.� Les hyperparamètres de mes modèles
Dans lemondedumachine learningmoderne, lamultiplicationdeshyperparamètres

fait de l’art du machine learning une discipline qui ressemble plus à l’alchimie qu’à une
science fournissant théorie. Toute tentative de justi�cation de ceux-ci relève rapidement
de la plus haute théologie byzantine.Mais à défaut de théorie, je vous donnemes hyper-
paramètres, en expliquant de temps en temps l’intuition qui m’a fait les choisir ainsi
(souvent c’est juste de l’imitation!)

— Nombrede couches (n_layer) :� (pourquoipas?Karvonen a testé deuxnombres :
� et ��. Ce sont des puissances de �, c’est joli, et il n’y a pas vraiment de raison à
ça).

— Nombre de têtes d’attention (n_head) : � (pareil, pas vraiment de raison à part
le fait que nous voulons plusieurs têtes pour diversi�er les "méta-contextes")

— Dimension dumodèle (n_embd) : ��� (puissance de � toujours, le seul cas où la
puissance de � est justi�ée est pour la taille dubatch, pour des raisons de rapidité,
mais ici non)

— Taille du bloc (block_size) : ���� tokens (la longueur max d’une partie d’échecs
on va dire)

Pour les hyperparamètres d’entraînement :
— Taille de batch : ���� (on a dit pour des raisons d’e�cacité computationnelle,

qui intervient lors de la division du dataset en batches)
— Taux d’apprentissage initial : �e-� (Pas trop petit, et pas trop grand. Remarquez

qu’il varie au cours de l’apprentissage �)
— Décroissance du taux d’apprentissage : jusqu’à �e-�
— Nombremaximal d’itérations : ����� (c’est la limitemaximale d’itérations d’ap-

prentissage)

�. La décroissance du taux d’apprentissage est important, car unmodèle apprendbeaucoupplus dans
les premières itérations que dans les suivantes. Un taux d’apprentissage trop élevé cause un suplace, un
peu comme Tarzan ayant la bougeote, et ne parvenant pas à atteindre le fond de la vallée puisqu’il saute
d’un bord de celle-ci à l’autre trop rapidement
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— Warmup : ���� itérations (le Warmup (ou échau�ement) c’est la phase durant
laquelle le taux d’apprentissage décroît, ici, pour les ���� premières itérations)
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